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RESUMEN

Se discute la forma de obtener el número óptimo de nodos en una Red Neuronal artificial Polinomial
con perturbaciones de tipo estocástico en la salida de cada nodo. El algoritmo utilizadose basa en una
técnica de aprendizaje reforzado. Para resolver este problema de optimización se introduce un índice
especial de desempeño de tal forma que el número óptimo de nodos corresponde al punto mínimo de
este criterio. Este criterio es una combinación de la minimización de una función residual y de la
varianza de las perturbaciones consideradas de naturaleza aleatoria. Un valor grande en la varianza
de la perturbación da como resultado un óptimo diferente del número de neuronas en la red debido al
efecto de "interferencia". El algoritmo de aprendizaje utilizado permite aplicar este procedimiento sin
conocer la naturaleza de las perturbacionesy disminuye la cantidad de operaciones que se requieren
en la convergencia del estimado. Se presentan algunos resultados de simulación para ilustrar la
potencialidad del algoritmo propuesto.

ABSTRACT

This paper is concerned with the selection of a number of nodes in polynomial artificial neural nets
containing stochastic noise perturbations in the outputs of each node. The suggested approach is
based on a reinforcement learning technique. To solve this optimization problem we introduce a spe-
cial performance index in such a way that the best number of nodes corresponds to the minimum point
of the suggested criterion. This criterion presents a linear combination of a residual minimization func-
tional and some "generalized variance" of the involved disturbances of random nature. A large value of
the noise variance leads to a different optimal number of neurons in a neural network because of the
"interference" effect. The nature of the noise perturbations is not necessary to be known using the
learning algorithm and the computing effort decreased to get the convergence estimated. Simulation
modeling results are presented to illustrate the effectiveness of the suggested approach.

INTRODUCCiÓN

Las Redes Neuronales Artificiales (RNA) han
demostrado ser una herramienta muy importante
en una gran variedad de problemas de ingeniería
(1-4). Especialmente en aplicaciones de RNA a
controly reconocimientode patrones(5-8).A pesar
de la gran cantidad de publicaciones en el área,
es una minoría la que considera el problema de
adaptar la arquitectura de la red para una
aplicación en particular (9). Algunas de estas
publicaciones consideran límites máximos y
mínimos para la selección del número de nodos o
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neuronasen las capas ocultas (10). Otros autores
discuten la influenciadel númerode nodosy capas
ocultas en la minimización del error cuadrático
entre la salida de la red y la salida deseada en
una aplicación en particular (11, 12). Otros
artículossugierenalgunosalgoritmosparaestimar
el número de nodos para diferentes paradigmas
(13-19). Como se demostró en (20) bajo la
presencia de ruidos de naturaleza estocástica en
la entrada y salida de cada nodo existe un
procedimiento por el cual se puede obtener el
número óptimo de nodos de una RNA para una
aplicación en particular donde se conoce la
estadística de los ruidos o perturbaciones.
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En este trabajo el tipo de red considerada es una
Red Neuronal Artificial Polinomial (RNAP) que
contiene perturbaciones estocásticas en la salida del
nodo. El objetivo principal es obtener un algoritmo
adaptable que obtenga el óptimo (desde el punto de
vista de aproximación) número de nodos de una
RNAP, utilizando solamente la información disponible
de las mediciones de las señales de entrada y salida.
En (19) este problema fue resuelto considerando la
suposición que se conoce la estadística completa
sobre las perturbaciones de antemano. En nuestro
caso esta suposición no es necesaria debido a que
se utilizará un algoritmo adaptable.

Para poder realizar este procedimiento en
ausencia de toda la información necesaria sobre la

estadística de la perturbaciones se requiere cierta
clase de "aprendizaje" para obtener un resultado
adecuado. En el caso de optimización discreta sobre
un conjunto finito en la presencia de perturbaciones
se sugiere aplicar Aprendizaje de Autómatas. Esta
técnica ha demostrado tener muy buenos resultados
en estas situaciones (20-22). Para este trabajo se
aplicaron las ideas presentadas en (23) para
construir el proceso de adaptación de la estructura.

El artículo tiene el siguiente orden:

En la sección 2 se describe las RNAP y el
planteamiento del problema; en la sección 3 se
explica la forma en que se selecciona el número
óptimo de términos en un problema de aproximación
de una función multidimensional en la presencia de
ruidos o perturbaciones en las mediciones. En la
sección 4 se muestra como el problema de
seleccionar el número óptimo de nodos en RNAP
puede traducirse al problema de aproximación
descrito en la sección anterior. La sección 5 describe

la técnica de aprendizaje de autómatas y el esquema
de reforzamiento de Bush-Mosteller para obtener el
número óptimo de nodos. La sección 6 explica la
aplicación de aprendizaje de autómatas para
seleccionar el número óptimo de nodos en RNAP.
La descripción del algoritmo numérico se presenta
en la sección 7 con algunos ejemplos de simulación.
Las conclusiones se presentan en la sección 8.

REDES NEURONA LES ARTIFICIALES
POLlNOMIALES CON PERTURBACIONES
ESTOCÁSTlCAS y FORMULACiÓN DEL
PROBLEMA

Las redes neuronales biológicas tienen
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interconexionessinápticasque son máscomplejas
que una simple sumatoria. Algunos resultados
muestran que este tipo de comportamiento es no
lineal y puede ser modelado. Existen algunos
modelos de RNA que utilizan estos conceptos
como son: Redes NeuronalesPolinomiales (RNP)
(24), Redes Neuronales de Orden Mayor (Higher
arder Neural Networks (HaN N) (25) y modelos
de Interconeccionesno lineales (26, 27). Estetipo
de representación no es exclusiva de RNA y
resultados similares pueden ser encontrados en
otras áreas. Por ejemplo: modelos NARMAX (28,
31), métodos de manipulación de datos (Group
Method of Data Handling, GMDH) (32, 33) Y
aproximaciones polinomiales (34).

Las RNAP con perturbaciones estocásticas
pueden ser descritas por:

Yk = ~(Xl'X2 oo. Xl,k-l X2,k-l xl,k-ndi

, Yk-l ""V k d) +~. '-n o "='kYk-2

(Ec. 1)
donde:

ndi número de retrasos de la entrada
ndo número de retrasos de la salida

<p(*) es una función no lineal

S es una variable aleatoria
A

Yk es la función estimada

son las entradas a la redXI

El diagrama correspondiente para la RNAP se

muestra en la fig. 1. La función no lineal <p(*)

puede ser representada por:

~(Zl' ~ , ,ZnJ = ao (Zl' ~ , ,ZnJ + l1¡(Zl' ~ ,"oo, ZnJ

+~(zl'Z2,,,,,,ZnJoooo... + apow(Zl'Z2,,,,,,ZnJ

(Ec.2)

donde: z, es la entrada al modelo, nv es el número

total de elementos de <p(*)tal que:

nv = ni + ndi * ni + ndo (Ec.3)

pow es la potencia máxima de la expresión
polinomial y a,(z1,z2,,,,,zn) es un polinomio
homogéneo de grado i, para i=O,...,pow, tal que
(35):
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aa(ZpZ2"",ZnJ = Ca

a¡(zp ~, ,,,,ZnJ = Cl,lZ¡ + C1,2~ + ... + C¡,nvZnv

a2(ZpZ2"",ZnJ = C2¡Z2 + C22Z¡~ + C23Z¡Z3+ ...., ¡, ,

2 2
+",Z¡Znv + ... + ...Z2 + ",Z2l.3... + CN2Znv

( )
3 2 2

a3 Zj,Z2 ,..., Znv = C3,jZ, + C3,2Zj~ + C3,3ZjZ3 +...
2 2

+",C3,4Z¡~ +... + C3,5Z¡Z2l.3 + C3,6Z¡Z3 +...
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+",Z2 +"Z2Z3 +"Z2Z3 +",,+CN,Z.,

( ) - pow pow-¡
apoW Zi'~,,,,,Znv - Cpow,lZ¡ + Cpow,2Z¡ Z2 +...

pow... + CJ10W N Znv
, pnw

(Ec.4)

donde N es el número de términos de cada
}

polinomio tal que j=1,...pow. El número total de
términos N de la representación (Ec. 1) es igual a:

pow

N=~~
j~a

(Ec. 5)

1(

1(2

1( "

I(f ,/0.1

.;r-;-
Z . L..:.L!!:!.

IC ;
n/'..1

K*)I(f.k-ndi y

Figura 1. Esquema de RNAP

Considerando lo anterior el problema principal
de este trabajo puede ser descrito como en (36,
19):

Utilizandolassecuenciasdeobservacióndelas
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señales de entrada y salida de la red, construir

un proceso de aprendizaje para obtener
asintóticamente (en algún sentido probabilistico)
"el óptimo" número de neuronas N. Con este
número se obtiene el error mínimo de

aproximación.

En la siguiente sección se explica la solución
para un problema análogo cuando se quiere
aproximar una función multidimensional.

SELECCIÓN DEL ORDEN ÓPTIMO DE UNA
APROXIMACIÓN DE UNA FUNCIÓN
MULTIDIMENSIONAL EN LA PRESENCIA DE
RUIDOS DEPENDIENTES.

Para poder demostrar la forma en que se va
obtener el orden óptimo considérese que se
cumplen las siguientes suposiciones:

A1) Un vector ZkE R< Y una salida escalar Yk E
R1 de un modelo de referencia estático pueden
ser relacionadas mediante la siguiente ecuación:

n (Ec.6)

Yk = ¡(Zk)+ (;k,k = 1,2..,

donde n es el número de mediciones disponibles.

SkE R1representa las perturbaciones no medibles
de naturaleza estocástica en el tiempo k, f(z) es
la medición sin ruido o perturbación. Esta
perturbación es una variable aleatoria definida en
un espacio de probabilidad (Q,F ,P) tal que:

E{~k}= °, E{~k~S}= a;aks

(aquí ai =ai (Zk) es la varianza de la variable

aleatoria Sk que puede ser dependiente de la
entrada Zk ; es el símbolo Kronecker).

a
A2) La aproxfmación del modelo se obtiene como:

(Ec.7)
/IN /IN 11 N

Yk = ¡ (Zk~CJ=¿ ct q,~(Zk)
i-¡

donde tP~(Zk) representa una función conocida

y c. es la constante o peso de esta función, N esI

el orden de la aproximación, en otras palabras,
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el número de términos necesarios para la
estimación de la (Ec. 7).

A3) Los parámetros del modelo (Ec. 7) se obtienen
utilizando el Método de Mínimos Cuadrados

Ponderados (MMCP) (Weighted Least Squares
Method, WLSM) (36):

"N Ll

Cn = CN =argminE{SN}
n C n n

(Ec. 8)

NLll~ -z "NZ
Sn = - ~ a k (Yk - y k )n k=1

El vector CnN que minimiza el error cuadrático

puede ser expresado mediante la siguiente
fórmula:

"N n 1
Cn = r:L 2"YA)N(Zk)

k~1 ak (Ec. 9)

T -1

rnN = (i ~11N(ZkX11N(Zk)))\ k~1 a k

o en su forma recurrente:

N N r N
1" " -2 N N "T N

( )Ck = Ck-l + ak rk 11 (Zk) Yk - (Ck-¡) 11 Zkl J

rN = rN - rk~¡(,9N(zk)(11N(Zk)( rk~¡
k k-I 2

(
N

( ))
T N N

ak + 11 Zk rk-l11 (Zk)

(Ec. 10)

Teorema 1. (19) Considerando las suposiciones
A 1)-A3) para el MMCP se cumplen la siguientes
relaciones:

N

{
N

}
N

Dn = E Sn + 2-;; -1
(Ec. 11)

donde SN se define por la (Ec. 8) yn

!J. 1 n 1 "N "N

}D: =n~a~2E.{f(Zk)- f (zkl Cn »2

(Ec. 12)
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caracteriza la precisión media cuadrática de la
aproximación (7) después de n mediciones de los

pares (Xk;yJ A la función D:: se le denomina

función de pérdida conjunta.

Este criterio es una generalización del Criterio
de Akaike para el caso de varianza variante en el
tiempo (37).

SELECCIÓN DEL ÓPTIMO NUMERO DE NaDaS
EN RNAP PARA EL CASO DE INFORMACIÓN
COMPLETA

El siguiente teorema muestra la equivalencia entre
el planteamiento anterior sobre la óptima selección
del orden de la aproximación (Ec. 7) para el
problema central de la selección óptima de nodos
de la RNAP.

Primero, considérese que se cumplen las
siguientes suposiciones:

81) La salida de la RNAP está descrita por la
siguiente relación:

N

Yk = Lci11(Z¡,k) + ~k
i-I

donde c¡es el peso asociado, cp(z) es una función
no lineal y ~es la perturbación en la salida del
nodo.

(Ec. 13)

82) Las perturbaciones a la salida ~kde cada nodo
son una variable aleatoria definida en un espacio
de probabilidad (Q,F,P) tal que son estacionarias,
independientes en tiempo y son centradas con
varianza finita, por ejemplo:

E{~k} = O,E{~t~J = a~ats
83) La función no lineal puede ser representada
por:

fjJ(Zl' ~,oo., znJ = ca + CUz¡ + C1,2Z2+.oo + c¡.nvznv + ...
2 2

""C2.¡Z¡ + ""C2,2Z¡Z2 + C2,3Z¡Z3 +""Z¡Znv + ",Z2 +...

2 3 2 2
+"Z2Z3,,,+C2,N2Znv +C3,lZ¡ + C3,2Z¡Z2 +C3,3Z¡Z3 +...

2 2 3
... + C3,4Z¡Z2+ C3,SZ¡Z2Z3+ C3.6Z¡Zs+oo. + ...~ +oo

2 2 3 pow
+oo.Z,Z3 +"Z2Z3 +..oo + C3,N,Z," oooo...Cpow,¡Z¡ +...

pow-¡ pow
Cpow.2Z¡ ~ +...+Cpow,NpowZnv

(Ec. 14)
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Entonces el modelo no lineal de la (Ec. 13) de
la RNAP es equivalente al modelo de la planta
estática (Ec. 6). Entonces para un valor
suficientemente grande de k tal que k---¿oo "el

número óptimo" (N" (CDk))* de nodos (i=1,2,...,N)
puede ser calculado con probabilidad de 1.

La dependencia de la función D~ (úJk) (Ec.

12) con N se muestra en la fig. 2. Es claro que la

curva SnN(úJk) corresponde a la precisión de la
aproximación sin perturbación. La curva 2 (el

N
término 2(-) corresponde a la influencia de losn

ruidos o perturbaciones en el proceso de
aproximación para diferentes valores de N; A mayor
cantidad de entradas con ruido produce una mayor
distorsión o interferencia en la estimación de la

salida de cada nodo. El valor óptimo del número

de nodos (Nnf corresponde al mínimo valor de

"la función de pérdida conjunta" DN-n

DM
2~

SM

N

Figura 2. Función de Pérdida Conjunta DN.n

Obsérvese que si el valor de la varianzaa~ se

incrementa entonces la curva SN se desplazan

hacia abajo y el número óptimo de nodos (Nn) * se
mueve hacia la izquierda.

Una desventaja de este procedimiento es que

para estimar E{ SnN} se requiere de una gran
cantidad de cálculos para obtener una solución
adecuada que converja al valor esperado. En la
siguiente sección se explica la forma en que esto
se puede evitar utilizando aprendizaje de
autómatas. De esta forma se permite cierto tipo
de "adaptación" dentro de la estructura.
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APRENDIZAJE DE AUTÓMATAS

El aprendizaje de autómatas (AA) (20) se puede
describir como un sistema

L= {s, X, U, P,ffi} (Ec. 15)

donde:=: es el conjunto de entradas (salidas del

medio) ~t al tiempo t; X={x(1), ,x(K)} es el
conjunto de estados; U={u(l), u(N)} es el
conjunto de salidas o acciones de control; P es el
conjunto de vectores de probabilidad

pt=pl1), ,plN) E P, la probabilidad pli)
corresponde a la probabilidad para seleccionar la

salida ut=u(i), i=1, ,N al tiempo t; 9\ es el
esquema de reforzamiento, tal que:

9\: Pt ---¿ Pt+1

Este esquema modifica el vector de
probabilidades y se basa en las mediciones para
obtener el mejor comportamiento en un medio
determinado. Cabe aclarar que el medio
corresponde al sistema donde se toman las
mediciones considerando la perturbación como se
muestra en la figura 3.

Usualmente, la relación entre la salida del

medio ~t=~lUt,CD) (CDes un factor aleatorio) y la

función de pérdida <Dtasociada con el autómata
está dada por la siguiente expresión:

1 nt

<I>nt = - t }:s¡
n. t~1

donde nt es el número total de iteraciones del

algoritmo.

(Ec.16)

f(x)
función
multimodal

r

Figura 3.Aprendizaje de Autómatas y su medio.

La teoría de aprendizaje de autómatas se
puede resumir como:

Encontrar un esquema de reforzamiento que

generelasecuencia{p; y laaccióndecontrol{u;,
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para asegurar la minimización asintótica de la
función de pérdida (Ec. 17), tal que:

lim sup<I>nt -+ inf
nt--+oo {u,}

(Ec. 17)

en algún sentido probabilistico (fig. 3).

Uno de los esquemas de reforzamiento más
populares fue el desarrollado por Bush &Mosteller
en 1958. Este esquema puede describirse
mediante una ecuación recurrente:

Pt+1 = Pt + yt[e(uJ - Pt + St(eN - Ne(ut»/(N -1)]

PI(l) > O, (i = 1, N)
(Ec.18)

donde:

St E[O,l], e(Ut) = (0,0, ,1, 0,0/,' v---'
ut

N
( T~Ne = 1,1,1,...,1,1) C¡.n

donde utes generada de acuerdo a la función de

probabilidad Pt y Yt E (0,1) es el factor de
corrección (ganancia de adaptación) de este
esquema.

Los resultados de convergencia para este
esquema en el caso binario, continuo y reacciones
no estacionarias continuas del ambiente pueden
consultarse en (22, 23).

OPTlMIZACIÓN DE LA FUNCIÓN DE PÉRDIDA
CONJUNTA

En esta sección se considera la aplicación de AA
al problema de la optimización de funciones
multimodales basados en la aproximación descrita
en (22, 23). También se explica la relación del
problema previo a la adaptación de la estructura
de RNAP.

Sea r(x) alguna función real para un vector

XE X e 9\M (X es un compacto en 9\M)y sea r(x)
una función multimodal. En este caso se busca el

valor de x=x' el cual minimiza r(x).

Considérese una cuantificación (X) de una
región X, tal que:
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x. e X,x. n x. . = 0 ,i,J' = 1, ,N¡ ¡ J'"

N

UX. = X e ffiM
i-I ' (Ec. 19)

Sea qt la observación medible de r(xt) con un ruido
Wt' tal que:

qt = r(Xt}+ Wt (Ec. 20)

donde XtE (x(1), ,x(N)}, x(í) E X, son puntos fijos
y Wt es una variable aleatoria la cual caracteriza el
ruido en la observación. La idea central asociada
con el uso de AA es encontrar la forma de construir
las entradas al autómata.

De tal forma que la entrada ~t al tiempo t se
obtiene mediante el siguiente procedimiento de
normalización (22):

[S/O - II]inst-1(j) L

St = r . . 1
maxLs,(k) - I1JlllSl-l(j) J+ + 1

K

, Ut = X(l)

(Ec.21)
donde:

n

I qtX(uz = x(i»)
(
.
)

1-1 . 1 NSt 1 = n ,1 = , ,

LX(uz = xci»~
Z-1 (Ec.22)

y

{

X, X ~ O. .

{

l, si u¡= u(i)
[xl:= O O'x(U¡ = U(l»:= O

.
(

'
)x < , Sl U¡~ u 1

(Ec. 23)

Considérese el autómata descrito

anteriormente para seleccionar el punto x(a), el
cual corresponde (en algún sentido) al valor mínimo

de la función multimodal r(x,) sobre el conjunto X.
Este proceso puede ser organizado como se
muestra en la fig 3. Como se puede observar en
este caso no es necesario conocer toda la

estadística de la perturbación wr

Para adaptar este proceso a nuestra estructura

de optimización se puede seleccionar qt= D: ut=Nn

donde N es el número de nodos seleccionados inn

RNAP al tiempo t. De tal forma que qt representa
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la función de pérdida conjunta y Ut el orden del
modelo a ser seleccionado. Nótese que en este

caso se obtiene únicamente un punto de Xten cada
instante de tiempo t (cada iteración) para calcular
el valor mínimo de la función r(x). Finalmente, se

genera la secuencia ut=Nn de acuerdo a la
distribución de probabilidad Pt la cual se modifica
en cada instante t de acuerdo al esquema de
reforzamiento (Ec. 18) con el procedimiento de
normalización (Ec. 21).

Cuando el número de intervalos N es

demasiado grande se sugiere que se divida en dos
secciones y asi sucesivamente, para disminuir el
proceso de búsqueda. En este caso se utilizó un
Autómata de dos secciones; en la primera se
dividió el intervalo en dos segmentos y en cada
segmento se consideraron todos los intervalos para
mejorar la convergencia y disminuir el tiempo de
cálculo.

Los pasos de este algoritmo son los siguientes:

1. Generar la señal de control Ut utilizando
una función de distribución inicial Pt y un
número de observaciones.

2. Calcular la función DN solamente para eln

punto Nn=u!,
3. Regresar al paso 2 hasta que una de las

'probabilidades tienda a 1.

En este proceso se selecciona una y otra vez

el número de nadas Nt el cual corresponde al punto

mínimo de DN. La probabilidad que tienda a 1n

cuando t~oo corresponde al valor de (Nn)* que

minimiza la función de pérdida conjunta DN, esn

decir, (Nn)* es el número óptimo de nodos de
RNAP

EJEMPLOS

Para ejemplificar la teoría desarrollada en
secciones anteriores se utilizaron las ecuaciones de

Lorenz para generar una serie de tiempo que fuera
aproximada por RNAP. La serie utilizada se muestra
en la fig. 4. Considerando ndo=3 y una desviación

estándar (JS=1para la perturbación la fig. 5 muestra
la evolución de las componentes de Pt' Como se
puedeobservarla componentequetiendea 1
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corresponde al intervalo del número óptimo de
nodos de RNAP. Los resultados de simulación

muestran que esto se obtiene alrededor de las 500
iteraciones del proceso de aprendizaje. El esquema
de reforzamiento (Ec. 19) selecciona únicamente

la acción de control Vt=15. Para ejemplificar la forma
en que esto sucede se obtuvo el histograma de la
acción de control. (Recuérdese que el autómata es
de dos secciones y Utes el valor del primer intervalo
más lo obtenido en el segundo intervalo).

S;,tem' de Lo,e""

~f ti 1\)
' ~ . ~ ~

J\ I

al \ \ / \ l ,1

;1 \ . \0JV~ LJ
o 20 40 60 80 100 120 140 160 180 200

Figura 4. Función Original fez).
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En la fig. 6 para aS=5la acción de control utes
igual a 11. Como se puede observar cuando la
varianza de la perturbación se incrementa el
número óptimo de nodos disminuye.

CONCLUSION

En este trabajo se propuso un proceso de
aprendizaje para obtener el número óptimo de
nodos en RNAP utilizando el esquema de
reforzamientode Bush-Mostellery el criterio de la
función de pérdida (A partir del criterio deAkaike).
De este análisis se puede observar cómo en
ciertos casos la aproximación de una función no
mejora si se aumenta el número de términos de
la aproximación y es posible encontrar el número
óptimo de nodos o términos.

El mismo esquema se puede utilizar para
aproximacionessimilarescomo puede ser el caso
de laTransformadade Fourier,Métodode Máxima
Entropía, Transformada de Walsh, etc..
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